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摘　要　归纳逻辑程序设计（ｉｎｄｕｃｔｉｖｅ　ｌｏｇｉｃ　ｐｒｏｇｒａｍｍｉｎｇ，ＩＬＰ）是以一阶逻辑归纳理论为基础，并以一
阶逻辑为表达语言的符号规则学习方法．ＩＬＰ学得的模型是易于理解的一阶逻辑符号规则，而非难以
解释的黑箱模型；在学习中可以相对容易地显式利用以一阶逻辑描述的领域知识；学得模型能对领域中
个体间的关系进行建模，而非仅仅对个体的标记进行预测．然而，由于潜在假设空间巨大，进行高效学
习有相当的困难．综述了ＩＬＰ领域的研究情况，从不同一阶逻辑归纳理论的角度对主流的ＩＬＰ方法做
出了梳理．还介绍了近年来ＩＬＰ基于二阶诱导推理理论的扩展、基于概率的扩展和引入可微构件的扩
展．最后，介绍了ＩＬＰ在实际任务中的代表性应用，探讨了ＩＬＰ方法目前所遇到的挑战，并对其未来发
展进行了展望．



关键词　机器学习；一阶逻辑；规则学习；归纳逻辑程序设计；概率归纳逻辑程序设计

中图法分类号　ＴＰ３９１

　　规则学习是机器学习中以符号规则为模型表达
方式的一个分支，主要属于符号主义学习的内容．在
文献［１］中有对规则学习的基本介绍，本文主要关注
以一阶逻辑（ｆｉｒｓｔ－ｏｒｄｅｒ　ｌｏｇｉｃ，ＦＯＬ）为表达语言的
归纳逻辑程序设计（ｉｎｄｕｃｔｉｖｅ　ｌｏｇｉｃ　ｐｒｏｇｒａｍｍｉｎｇ，

ＩＬＰ）［２］．一阶逻辑是一种形式系统［３］．与只能陈述
简单命题的命题逻辑相比，ＦＯＬ引入了谓词、函数
和量词等更多词汇，它可以通过谓词来量化地陈述
命题，因此也被称为一阶谓词演算．
基于文献［１］的界定，ＩＬＰ指以ＦＯＬ归纳理论

为基础，以ＦＯＬ规则为模型的机器学习方法．与其
他种类机器学习方法相比，ＩＬＰ能够在学习过程中
以ＦＯＬ规则的形式引入复杂领域知识，并能自然地
处理学习问题中的复杂推理．此外，它学得的模型具
有较好的可理解性，这使得用户和领域专家能够方
便地对学习成果进行解读和研究．

１　发展历程

“归纳逻辑程序设计”的命名来自于Ｍｕｇｇｌｅｔｏｎ［２］

于１９９１年发表的奠基性论文以及同年召开的第一
届国际归纳逻辑程序设计研讨会，它是如今国际归
纳逻辑程序设计会议（Ｉｎｔｅｒｎａｔｉｏｎａｌ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ
Ｉｎｄｕｃｔｉｖｅ　Ｌｏｇｉｃ　Ｐｒｏｇｒａｍｍｉｎｇ）的前身．

２０世纪七、八十年代出现并流行的专家系统［４］

极大地推广了人工智能实际应用．专家系统的知识
库一般由一组符号逻辑规则构成．早期专家系统中
的规则必须由领域专家提供，这不仅成本高，在许多
任务中还由于专家知识难以总结或专家不愿分享知

识而难以完成，形成了所谓“知识工程瓶颈”．为了突
破这个瓶颈，出现了许多以符号逻辑表达语言的机
器学习方法［１］．
一般来说，此类方法存在３种局限［２］：１）它们学

得的模型一般为命题逻辑规则．受限于模型的表达
能力，难以描述对象之间的“关系”（ｒｅｌａｔｉｏｎ），而在
许多任务中关系信息非常重要．２）命题学习的输入
一般为属性－值（ａｔｔｒｉｂｕｔｅ－ｖａｌｕｅ）．许多领域知识难
以被表示为这种形式，导致学习过程不易利用领域
知识．３）命题规则只能由一组固定的属性特征所对
应的原子构成，学习过程不能自主地对原始特征空
间进行变换以弥补其不足．

为了解决这些问题，Ｍｕｇｇｌｅｔｏｎ［２］指出应当使
用表达能力更强的ＦＯＬ作为机器学习的形式化语
言．逻辑程序（ｌｏｇｉｃ　ｐｒｏｇｒａｍｍｉｎｇ）［５］作为计算机技
术中应用最广泛的ＦＯＬ系统之一，理所当然地成为
了首选．由于机器学习是一种从数据中自动“归纳”
（ｉｎｄｕｃｔｉｏｎ）的方法，因此它与逻辑程序设计结合而
诞生的学科便被命名为“归纳逻辑程序设计”．
事实上，早在２０世纪７０年代就已出现一些关

于ＦＯＬ归纳理论的先驱性工作［６－９］，例如对ＦＯＬ归
纳学习可行性的证明，为ＩＬＰ的出现奠定了基础．
其中Ｐｌｏｔｋｉｎ［６］提出的“最小一般泛化”和“相对最小
一般泛化”后来成为ＩＬＰ的基础运算．２０世纪８０年
代中期，开始出现 Ｍａｒｖｉｎ［１０］等初步运用ＦＯＬ归纳
的机器学习算法．２０世纪８０年代后期出现了许多
关于ＦＯＬ归纳理论的研究，例如 Ｍｕｇｇｌｅｔｏｎ的逆
归结［１１－１３］以及 Ｒｏｕｖｅｉｒｏｌ和 Ｐｕｇｅｔ［１４］的工作等．
Ｍｕｇｇｌｅｔｏｎ［１２］首次提出使用ＦＯＬ归纳来实现一阶
谓词发明［１２］，使得机器学习过程能自动对不够完善
的背景知识进行弥补，这期间也出现了最早的ＩＬＰ
系统Ｃｉｇｏｌ［１２］．
在其诞生之初的１９９０年代，ＩＬＰ的理论研究取

得了大量进展．Ｍｕｇｇｌｅｔｏｎ提出了更完备的ＦＯＬ归
纳理论———逆语构蕴涵［１５］和逆语义蕴涵［１６－１７］，

Ｎｉｅｎｈｕｙｓ－Ｃｈｅｎｇ和Ｄｅ　Ｗｏｌｆ［１８］则对ＩＬＰ使用的规
则搜索算法进行了详细探讨．ＩＬＰ的可学习性［１９］也
受到大量研究者们的关注．其中Ｄｅｒｏｓｋｉ等人［２０－２１］

与Ｃｏｈｅｎ［２２］分别证明了某些规则形式受约束的ＩＬＰ
问题是ＰＡＣ可学习的；Ｋｉｅｔｚ［２３］则证明了一般情况
下的ＩＬＰ不是ＰＡＣ可学习的．除了理论探索，研究
者们还提出了大量ＩＬＰ算法，包括 Ｍｕｇｇｌｅｔｏｎ等人
基于相对最小一般泛化［７］提出的 Ｇｏｌｅｍ［２４］、基于
逆语义蕴涵提出的Ｐｒｏｇｏｌ［１６］、Ｌａｖｒａｃ̌等人［２５］基于
命题 化方法提出的 ＬＩＮＵＳ，以及 Ｄｅ　Ｒａｅｄｔ和

Ｂｒｕｙｎｏｏｇｈｅ［２６］提出的基于主动学习范式的ＣＬＩＮＴ
等．ＩＬＰ技术也取得了实际应用［２７－３１］．
由于逻辑程序无法直接描述不确定性，ＩＬＰ难

以对带噪声的数据进行学习．为了解决此问题，

Ｄａｎｔｓｉｎ［３２］首次在逻辑程序中引入概率分布，提出
了概率逻辑程序（ｐｒｏｂａｂｉｌｉｓｔｉｃ　ｌｏｇｉｃ　ｐｒｏｇｒａｍｍｉｎｇ，

ＰＬＰ），Ｐｏｏｌｅ［３３］研究了ＰＬＰ中的概率推断，Ｓａｔｏ［３４］

则在 Ｄａｎｔｓｉｎ［３２］的基础上为 ＰＬＰ定义了严格的

９３１戴望州等：归纳逻辑程序设计综述



ＦＯＬ语义．２００４年Ｄｅ　Ｒａｅｄｔ［３５］等人提出了以ＰＬＰ
为模型的机器学习框架，它是ＩＬＰ的一种概率扩
展，被称为概率归纳逻辑程序设计（ｐｒｏｂａｂｉｌｉｓｔｉｃ
ｉｎｄｕｃｔｉｖｅ　ｌｏｇｉｃ　ｐｒｏｇｒａｍｍｉｎｇ，ＰＩＬＰ）．在这些工作
的基础上，研究者们提出了众多ＰＬＰ模型［３６－４３］与

ＰＩＬＰ算法［４４－４８］．
２０１０年至今，ＩＬＰ领域的研究又取得进一步发
展．例如在传统的ＩＬＰ理论方面，研究者们提出采
用二阶逻辑诱导来进行ＦＯＬ归纳［４９－５０］，此类ＩＬＰ
方法在谓词发明和学习递归规则的能力上取得了突

破；ＰＩＬＰ领域依旧十分活跃［５１－５８］，被成功应用在自
然语言处理和生物信息学等许多兼具不确定性与复

杂领域知识的实际任务中［５９－６４］；此外，随着近年来深
度学习的崛起，为了进一步提高ＩＬＰ的学习效率，
研究者们开始尝试在ＩＬＰ中嵌入可微构件［６５－６６］，并
取得了一定成效．

２　基本内容

在不做特别说明的情况下，本文将以汉字、阿拉
伯数字和小写英文字母开头的词代表谓词、函数与
常量，以大写英文字母开头的词代表变量和ＦＯＬ公
式，并省略ＦＯＬ公式中的全称量词“”．
不含连接词的 ＦＯＬ 公式被称为原子公式

（ａｔｏｍ），例如“奇数（Ｘ）”；原子公式及其否定式被称
为逻辑文字（ｌｉｔｅｒａｌ），例如“瓙奇数（Ｘ）”；当公式
中不含变量时被称为“具体的”（ｇｒｏｕｎｄｅｄ），具体的
原子公式被称为具体事实（ｇｒｏｕｎｄ　ｆａｃｔｓ），例如“奇
数（３）”．
ＩＬＰ模型是由逻辑公式组成的集合：

Ａ←Ｂ１∧Ｂ２∧…∧Ｂｎ． （１）
其中，Ａ和Ｂｉ分别为ＦＯＬ原子和文字．一般称

这种公式为ＦＯＬ规则，其中“←”右边的部分是有限
个文字的合取，被称为规则体（ｂｏｄｙ），表示此规则
的前提；“←”左边的Ａ是一个ＦＯＬ原子，被称为规
则头（ｈｅａｄ），表示规则的结果；“←”是数理逻辑中的
蕴涵符，表示“推出”关系；ｎ≥０为规则长度．该规则
表示：“若Ｂ１，Ｂ２，…，Ｂｎ 均成立，则Ａ也成立”．
ＦＯＬ系统的语义被体现在ＦＯＬ公式的赋值

（ａｓｓｉｇｎｍｅｎｔ）中．最基本地，可以对每一个具体事实
进行赋值，令其为ｔｒｕｅ或为ｆａｌｓｅ．然后ＦＯＬ系统会
按照一定规则进行演算，从而得到其他公式的真值．
若存在一种赋值方使得某公式为ｔｒｕｅ，则称此公
式为可满足的（ｓａｔｉｓｆｉａｂｌｅ）．公式（集）Γ与Ｔ 之间的

可满足性被称为“语义蕴涵”（ｅｎｔａｉｌｍｅｎｔ），记为
“ΓＴ”．它表示一切令Γ为真的赋值也使得Ｔ 为
真．公式（集）之间还存在一种“语构蕴涵”（ｉｍｐｌｉｃａ－
ｔｉｏｎ）关系，记为“Γ Ｔ”，一般读作“Γ可推出Ｔ”．它
表示Γ可以凭借ＦＯＬ公理证明出Ｔ．
对于一般的形式系统，这２种蕴涵关系并不等

价．若一个形式系统有（ΓＴ）→（Γ Ｔ），则称该系
统为“完备的”（ｃｏｍｐｌｅｔｅ）［３］．对机器学习而言，若令

Γ和Ｔ 分别表示假设（ｈｙｐｏｔｈｅｓｉｓ）和训练样例
（ｅｘａｍｐｌｅ），那么对完备的学习算法来说，其假设空
间必然包含所有满足训练样例的假设．
２．１　学习任务

ＩＬＰ主要关注“概念学习”［１］，即学习一个关于
目标概念（ｔａｒｇｅｔ　ｃｏｎｃｅｐｔ）的描述（该描述也可视为
一个单类别分类器）．学习过程的输入是一组关于目
标概念的样例和背景知识（ｂａｃｋｇｒｏｕｎｄ　ｋｎｏｗｌｅｄｇｅ），
输出为一个满足所有样例的假设，即学得模型．本文
将背景知识记为Ｂ，假设模型记为Ｈ，训练样例记为

Ｅ＝Ｅ＋∪Ｅ－，其中Ｅ＋和Ｅ－分别代表正负样例．那
么，概念学习任务可以用ＦＯＬ语言形式化为

Ｂ∪ＨＥ． （２）
对于传统的概念学习问题来说，Ｂ和Ｅ 的形式

一般为属性－值数据集，Ｅ 中的每个示例（ｉｎｓｔａｎｃｅ）
均被表示为一个特征向量，Ｈ 可以是任何形式．而
对ＩＬＰ来说，这里的Ｂ，Ｅ和Ｈ 均为逻辑程序［５］．通
常情况下，Ｅ是一组关于目标概念的具体事实；Ｂ则
是一系列关于原始概念（ｐｒｉｍｉｔｉｖｅｓ）的具体事实；Ｈ
是一个ＦＯＬ规则集，每条规则均由原始概念组成．
表１［１］展示了一个ＩＬＰ任务所使用的数据集．

其中的原始概念为瓜与瓜之间在某些属性上的比较

关系；每行是一个关于原始概念的具体事实；目标概
念是“更好”．此类数据集中的条目不再是关于某一个
对象的特征或标记，而是多个对象之间的“关系”．故
而ＩＬＰ的任务属于关系学习（ｒｅｌａｔｉｏｎａｌ　ｌｅａｒｎｉｎｇ）［１］，

此类数据集也被称为关系型数据集（ｒｅｌａｔｉｏｎａｌｄａｔａ）．

Ｔａｂｌｅ　１　Ａｎ　Ｅｘａｍｐｌｅ　ｏｆ　Ｒｅｌａｔｉｏｎａｌ　Ｄａｔａｓｅｔ
表１　关系型数据集

Ｏｂｊｅｃｔ１ Ｒｅｌａｔｉｏｎ　 Ｏｂｊｅｃｔ２

瓜１ 根蒂更蜷 瓜４

瓜１ 色泽更青 瓜４

瓜２ 色泽更黑 瓜３

瓜２ 敲声更闷 瓜３

瓜２ 更好 瓜３
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对象间的关系可能十分复杂，例如表１中的目标概
念“更好”便是一个递归关系：
更好（Ｘ，Ｙ）←更好（Ｘ，Ｚ）∧更好（Ｚ，Ｙ）．
“归纳逻辑程序设计中”的“归纳”是逻辑系统中

演绎（ｄｅｄｕｃｔｉｏｎ）推理的逆过程．“演绎”指从一般规
律出发推演出具体结论的特化（ｓｐｅｃｉａｌｉｚａｔｉｏｎ）过
程．譬如式（２）自左向右所描述的便是以Ｂ∪Ｈ 作
为前提，最终推导出结论Ｅ的演绎推理．而“归纳”
则与演绎相反，它需要从具体的样例出发，总结出一
般规律以概括这些样例，故而它是 一 个 泛 化
（ｇｅｎｅｒａｌｉｚａｔｉｏｎ）过程．换言之，ＩＬＰ可视为ＦＯＬ中
演绎推理的逆运算．
表２总结了ＦＯＬ中常见的演绎和归纳运算．大

部分ＩＬＰ方法［１１－１２，１４－１６，６７］均源自这些归纳运算．此
外，还有一些ＩＬＰ系统试图先将关系型数据转化为
属性－值数据，再使用命题学习技术来获取ＦＯＬ规
则［２５，６８－７０］．本节将简要介绍这些基本的ＩＬＰ方法．

Ｔａｂｌｅ　２　Ｄｅｄｕｃｔｉｏｎ　ａｎｄ　Ｉｎｄｕｃｔｉｏｎ　Ｏｐｅｒａｔｉｏｎｓ　ｉｎ　ＦＯＬ
表２　ＦＯＬ中的演绎与归纳运算

Ｄｅｄｕｃｔｉｏｎ　 Ｉｎｄｕｃｔｉｏｎ

Ｍｏｓｔ　Ｇｅｎｅｒａｌ　Ｕｎｉｆｉｃａｔｉｏｎ　 Ｌｅａｓｔ　Ｇｅｎｅｒａｌ　Ｇｅｎｅｒａｌｉｚａｔｉｏｎ

Ｒｅｓｏｌｕｔｉｏｎ　Ｐｒｉｎｃｉｐｌｅ　 Ｉｎｖｅｒｓｅ　Ｒｅｓｏｌｕｔｉｏｎ　Ｐｒｉｎｃｉｐｌｅ

Ｉｍｐｌｉｃａｔｉｏｎ　 Ｉｎｖｅｒｓｅ　Ｉｍｐｌｉｃａｔｉｏｎ

Ｅｎｔａｉｌｍｅｎｔ　 Ｉｎｖｅｒｓｅ　Ｅｎｔａｉｌｍｅｎｔ

２．２　最小一般泛化

Ｒｏｂｉｎｓｏｎ［７１］提出的“合一”（ｕｎｉｆｉｃａｔｉｏｎ）是最简
单的ＦＯＬ演绎运算，其目标是将逻辑变量替换
（ｓｕｂｓｔｉｔｕｔｅ）为常量以使２个逻辑文字相等，这可以
直观地理解为对背景知识Ｂ进行“查询”［１］．例如当
Ｂ中存在事实“Ａ１＝ａ（１，２）”时，若欲推出“Ａ２＝
ａ（Ｘ，２）”的赋值，只需将Ａ２ 与Ａ１ 合一即可得到一
个替换“θ＝｛Ｘ＝２｝”使得Ａ２θ＝Ａ１，即当Ｘ＝２时
Ａ２ 为ｔｒｕｅ．合一过程中同时存在多种可行的替换
时，往往希望通过替换最少的变量来使合一成立，
这被称为“最一般合一”（ｍｏｓｔ　ｇｅｎｅｒａｌ　ｕｎｉｆｉｃａｔｉｏｎ，

ＭＧＵ）．
合一的逆运算是由 Ｐｏｐｐｌｅｓｔｏｎｅ［７２］所提出的

“泛化”运算，它反过来将原子公式中的常量替换为
变量以使逻辑文字变得更一般．ＭＧＵ 的逆运算是

Ｐｌｏｔｋｉｎ［６］提出的最小一般泛化（ｌｅａｓｔ　ｇｅｎｅｒａｌ　ｇｅｎｅｒ－
ａｌｉｚａｔｉｏｎ，ＬＧＧ），它能够通过替换最少的常量使得

ＦＯＬ公式的泛化性最强．例如，若Ｂ中同时存在２条
具体规则：

１）更好（瓜１，瓜２）←色泽更黑（瓜１，瓜２）．
２）更好（瓜３，瓜２）←色泽更黑（瓜３，瓜２）．
ＬＧＧ可将它们中的常量代换为变量，以得到一
条能够概括这２条规则的一般规则：
更好（Ｘ，瓜２）←色泽更黑（Ｘ，瓜２）．
在ＩＬＰ问题中，Ｂ∪Ｅ 一般为关于原始概念和

目标概念的具体事实，不存在可供ＬＧＧ直接泛化
的具体ＦＯＬ规则．因此Ｐｌｏｔｋｉｎ［７］提出先用Ｂ∪Ｅ
来生成关于目标概念的具体规则，再使用ＬＧＧ对
它们进行泛化．例如根据表１中的所有事实即可构
造出具体规则：
更好（瓜２，瓜３）←色泽更黑（瓜２，瓜３）∧

根蒂更蜷（瓜３，瓜４）∧
…

这种根据全体Ｂ∪Ｅ生成的具体ＦＯＬ规则后
来被称为饱和规则（ｓａｔｕｒａｔｉｏｎ）［１４］；由于针对饱和
规则进行的ＬＧＧ与Ｂ∪Ｅ相关，所以这种ＬＧＧ被
称为相对最小一般泛化（ｒｅｌａｔｉｖｅ　ＬＧＧ，ＲＬＧＧ）［７］．
Ｐｌｏｔｋｉｎ［７］证明对于任意ＦＯＬ文字集合Ｓ，只要
它不包含矛盾文字———即不存在Ａ 使得Ａ∈Ｓ且
（瓙Ａ）∈Ｓ，则可通过ＬＧＧ得到至少一条可满足Ｓ
的非空ＦＯＬ规则Ｒ．当Ｂ与Ｅ 分别为由ｎ和ｍ 个
具体事实构成的集合时，ＲＬＧＧ可以求出所有满
足式（２）的 Ｈ，但最坏情况下学得的规则将包含

Ｏ（（ｎ＋１）ｍ）个文字［８］．
但是，若Ｂ中包含形式不受限制的ＦＯＬ公式，

则（Ｒ）ＬＧＧ运算无法保证完备性［８］．此外，若目标
概念必须由多条ＦＯＬ规则才能表示，则（Ｒ）ＬＧＧ
将无法学得正确的模型［８］．因此，一般情形下基于
（Ｒ）ＬＧＧ的ＩＬＰ不满足完备性．
基于ＲＬＧＧ归纳的代表性ＩＬＰ算法是 Ｍｕｇｇｌｅｔｏｎ

和Ｆｅｎｇ［２４］提出的Ｇｏｌｅｍ，它有较高的学习效率，是
早期应用最广泛的ＩＬＰ系统之一．
２．３　逆归结
在合一的基础上，Ｒｏｂｉｎｓｏｎ［７１］提出了归结原理

（ｒｅｓｏｌｕｔｉｏｎ　ｐｒｉｎｃｉｐｌｅ）以处理更复杂的多步演绎．
它试图借助 ＭＧＵ运算来找到背景知识与演绎目
标中相反的项，然后对它们进行消解．将归结原
理的过程逆转过来便构成一种 ＦＯＬ归纳运算．
Ｍｕｇｇｌｅｔｏｎ［１１－１２］首次将该方法应用于机器学习，并
将它命名为逆归结（ｉｎｖｅｒｓｅ　ｒｅｓｏｌｕｔｉｏｎ）．文献［１］中
对ＦＯＬ中的归结原理与逆归结有详细介绍．
图１展示了４种逆归结运算．其中，ｐ，ｑ和ｒ代

表规则头中的原子公式；Ａ，Ｂ和Ｃ 代表规则体中的
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ＦＯＬ文字集合；每种运算的上下２行分别为逆归
结的输入与输出；二者间的箭头代表逆转后的归
结原理［１］．

Ｆｉｇ．１　Ｆｏｕｒ　ｋｉｎｄｓ　ｏｆ　ｉｎｖｅｒｓｅ　ｒｅｓｏｌｕｔｉｏｎ　ｏｐｅｒａｔｏｒｓ
图１　４种逆归结运算

逆归结首次实现了ＦＯＬ归纳中的谓词发明［１２］，
它在学习过程中能够自动构建背景知识Ｂ 中未出
现的概念，例如图１内构（ｉｎｔｒａ－ｃｏｎｓｔｒｕｃｔｉｏｎ）与互
构（ｉｎｔｅｒ－ｃｏｎｓｔｒｕｃｔｉｏｎ）运算输出的新原子ｑ和ｒ．新
发明的谓词可作为新的“原始概念”被用于构成Ｈ．
直观来看，谓词发明是当Ｂ中的原始概念不足以简
洁地描述目标概念时，ＩＬＰ将某些逻辑文字的组合
归纳为一个事先未定义的新概念，并将之用于构建

Ｈ，以减少Ｈ 的规则条数或者规则长度．换言之，谓
词发明能够对Ｂ所定义的领域结构进行补充，它可
以帮助用户对领域建立新的认识［２］．
对命题规则学习而言，只需吸收与内构２种运

算即可保证逆归结的完备性［１１］，但对ＩＬＰ该结论并
不成立［１３］．
基于逆归结的Ｄｕｃｅ［１１］和Ｃｉｇｏｌ［１２］是最早实现

的ＩＬＰ系统，它们分别被用于命题规则学习和ＩＬＰ
任务中，后者第一次实现了ＦＯＬ中的谓词发明．逆
归结的缺点在于内、互构运算会不断地对规则集进
行扩充，而得到的新规则又会作为下一阶段逆归结
的输入，从而导致生成更多规则．此外，这些新谓词、
新规则的可满足性在学习过程中很难验证．因此在缺
乏有效的剪枝策略时，逆归结运算会造成组合爆炸．
所以Ｃｉｇｏｌ的效率远不如基于ＲＬＧＧ的Ｇｏｌｅｍ［２４］．
２．４　逆语构蕴涵

２．２节和２．３节讲述的２种ＦＯＬ归纳运算均
无法满足完备性，根本原因在于它们所采用的基础

泛化运算ＬＧＧ与ＦＯＬ中的语构蕴涵关系“→”并
不等价［１５］．

“Ｐ是Ｑ 的ＬＧＧ”仅代表公式Ｐ可以通过变量
替换与Ｑ 合一，不妨将这种关系记为“ＰθＱ”，其
中θ代表合一时使用的变量替换．而语构蕴涵关系
“Ｐ→Ｑ”的本义是“Ｐ可推出Ｑ”．事实上，若ＰθＱ
则必有Ｐ→Ｑ；反之则并不成立．例如，考虑２个
ＦＯＬ公式：

Ｐ≡ｐ（ｆ（Ｘ））←ｐ（Ｘ），

Ｑ≡ｐ（ｆ（ｆ（Ｘ）））←ｐ（Ｘ），
使用ｆ（ｘ）替换掉Ｐ中的Ｘ 得到：

Ｒ≡ｐ（ｆ（ｆ（ｘ）））←ｐ（ｆ（Ｘ））．
　　再对Ｐ，Ｒ使用三段论（ｍｏｄｕｓ　ｐｏｎｅｎｓ）［３］即可
证Ｐ→Ｑ，即Ｐ蕴涵Ｑ；但是，Ｐ 却无法通过任何变
量替换来使之等价于Ｑ．也就是说，Ｑ无法通过ＬＧＧ
得到Ｐ．因此ＬＧＧ不能保证ＦＯＬ归纳的完备性．
可以看到，上例中从Ｐ到Ｑ 的推导过程只利用

了规则Ｐ 自身，因此Ｑ被称为由Ｐ“自归结”（ｓｅｌｆ－
ｒｅｓｏｌｕｔｉｏｎ）得到．为了补全ＬＧＧ运算，Ｍｕｇｇｌｅｔｏｎ［１５］

给出了完备语构蕴涵的３种情况．在ＦＯＬ中，若Ｐ→
Ｑ，则要么Ｑ恒真；要么ＰθＱ；要么Ｒ（θＲＱ），
其中Ｒ可通过对Ｐ 不断进行自归结得到．
依据该结论，Ｍｕｇｇｌｅｔｏｎ［１５］给出了对ＦＯＬ归纳

完备的逆语构蕴涵（ｉｎｖｅｒｓｅ　ｉｍｐｌｉｃａｔｉｏｎ）运算，它在
使用ＬＧＧ对具体规则进行泛化的同时，还需对所
有ＬＧＧ输出的中间结果Ｒ进行逆归结，以找到所
有可通过自归结得到Ｒ 的规则Ｒ′．根据上面的结
论，只需令Ｈ＝Ｒ∪Ｒ′即可保证ＦＯＬ归纳的完备性．
事实上，在ＦＯＬ中能够进行自归结的公式均为

递归公式，即类似于“ｐ（ｆ（Ｘ））←ｐ（Ｘ）”这样规则体
与规则头中出现相同谓词的ＦＯＬ规则．在逆语构蕴
涵出现之前，基于（Ｒ）ＬＧＧ与逆归结的ＩＬＰ无法处
理此类递归概念．
遗憾的是，找寻递归语句的逆自归结公式是一

个不可判定（ｕｎｄｅｃｉｄａｂｌｅ）［３］问题，所以完备的逆语
构蕴涵只停留在理论阶段，并未形成真正的算法．目
前为止，基于逆语构蕴涵思想的ＩＬＰ方法仅有

Ｉｄｅｓｔａｍ－Ａｌｍｑｕｉｓｔ［６７］在对其进行放松后提出的逆

Ｔ－语构蕴涵．
２．５　逆语义蕴涵

２．４节介绍的（Ｒ）ＬＧＧ、逆归结和逆语构蕴涵
的目标均是对可证关系（即“→”）进行逆转，它们很
难保证ＦＯＬ归纳的完备性．为了解决“→”带来的问
题，Ｍｕｇｇｌｅｔｏｎ［１６－１７］提出应当从 ＦＯＬ 语义———即

Ｂ∪Ｈ 对Ｅ 可满足性的角度来进行归纳．
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基于该想法，Ｍｕｇｇｌｅｔｏｎ［１６］提出了语义蕴涵“”
的逆运算———逆语义蕴涵（ｉｎｖｅｒｓｅ　ｅｎｔａｉｌｍｅｎｔ）．通
俗地理解，它基于“逆否命题与原命题等价”这一原
则，将式（２）等价地转化为

Ｂ∪瓙Ｅ瓙Ｈ． （３）

　　这种做法巧妙地将原归纳问题化归为一个演绎
问题：即通过Ｂ∪瓙Ｅ 来推导出可能的瓙Ｈ，最后
只需将推导出的结果取反，即可得到原问题所求
解的Ｈ．
具体来说，在应用逆语义蕴含时，先要将所有样

例Ｅ取反得到瓙Ｅ，再对Ｂ∪瓙Ｅ进行演绎得到⊥．
由于演绎推理得到的结果只能是一组具体事实，因
此不能将⊥直接取反作为Ｈ．不过，若Ｈ 存在，则由
式（３）可知（⊥ 瓙Ｈ）∧（Ｈ 瓙⊥）．根据“∧”的
右半部分，只需先将⊥中所有具体事实取反，再进行
泛化即可得到 Ｈ．也就是说，逆语义蕴涵的步骤是
“先特化、后泛化”．
理论上，对形如式（１）的ＦＯＬ规则集合，逆语义

蕴涵能保证归纳的完备性［１７］，但这在实际操作中却
并不简单．一个主要原因是在进行式（３）中的演绎推
理时难以保证得到的⊥形式和数量足够丰富．例如
对２．４节提到的递归公式，它们通过自归结演绎得
到的事实可能有无穷多个．因此一旦Ｂ中存在递归
规则，就无法保证获得足够大的⊥并泛化出一切满
足式（３）的Ｈ．所以，在实现过程中往往要引入一些
先验来对⊥的形式和演绎过程进行约束，在保证逆
语义蕴涵的效率的同时使之尽可能完备．
最早基于逆语义蕴涵的ＩＬＰ方法是 Ｍｕｇｇｌｅｔｏｎ［１６］

于１９９５年提出的Ｐｒｏｇｏｌ，它通过设置超参数来约束

⊥的大小；并使用模式声明（ｍｏｄｅ　ｄｅｃｌａｒａｔｉｏｎ）来保证

⊥中事实的形式足够丰富．而在对瓙⊥进行泛化时，

Ｐｒｏｇｏｌ还提出使用精化算子（ｒｅｆｉｎｅｍｅｎｔ　ｏｐｅｒａｔｏｒ）［１８］

来对搜索过程进行剪枝来提高学习效率，避免在进
行泛化时出现冗余规则．
２．６　命题化
基于命题化方法［６８］的ＩＬＰ试图先将关系型数

据转化为属性－值数据，然后再使用命题规则学习技
术来建立模型．命题化数据中的特征为ＦＯＬ文字或

ＦＯＬ文字构成的合取式，因此命题化方法学得的
“命题规则”事实上仍旧是ＦＯＬ规则．
此类方法中最著名的是Ｌａｖｒａｃ̌等人［２５］提出的

ＬＩＮＵＳ．它首先根据Ｂ针对目标概念构造ＦＯＬ关
系型特征，然后计算每个训练样例在关系型特征上
的取值，并以之作为特征向量来构建属性－值数据．

例如，对表１中的数据，直接将基本概念作为关系型
特征即可建立如表３所示的数据集．其他命题化

ＩＬＰ方法大多基于此框架进行改进，区别一般在于
关系型特征的构造方式［６８－７０］．

Ｔａｂｌｅ　３　Ａｎ　Ｅｘａｍｐｌｅ　ｏｆ　Ｐｒｏｐｏｓｉｔｉｏｎａｌｉｚｅｄ　Ｄａｔａｓｅｔ
表３　命题化数据集

（Ｘ，Ｙ） 色泽更黑 根蒂更蜷 … 更好

（瓜２，瓜３） ｔｒｕｅ　 ｔｒｕｅ … ｔｒｕｅ

（瓜１，瓜４） ｆａｌｓｅ　 ｔｒｕｅ … ｆａｌｓｅ

   

与其他ＩＬＰ方法相比，基于命题规则学习的命
题化方法既能更自然地处理领域中的噪声，又拥有
更高的学习效率．但它在生成数据集时需要耗费一
定时间．此外，它的假设空间十分依赖于关系型特征
的构造，若领域中的关系过于复杂，则需要生成大量
的关系型特征才能保证学得足够好的 Ｈ．此外，基
于命题化方法的ＩＬＰ不能学习递归规则，因此无法
保证ＦＯＬ归纳的完备性．所以，命题化方法一般被
应用于以个体为中心的领域［６８］，即目标概念只描述
个体属性而不涉及个体间关系的领域．
２．７　ＩＬＰ的ＰＡＣ可学习性
基于命题规则学习的ＰＡＣ可学习性结论［１９，７３］，

Ｐａｇｅ和Ｆｒｉｓｃｈ［７４］证明了单条不含函数符且非递归
的一类特殊ＦＯＬ公式通过ＬＧＧ是ＰＡＣ可学习的．
此类ＦＯＬ公式形如式（１），但所有出现在｛Ｂ１，Ｂ２，…，

Ｂｎ｝中的ＦＯＬ变量必须也在Ａ中出现．
上述结论只适用于单条ＦＯＬ规则学习，为了研

究规则集可学习性，Ｄｅｒｏｓｋｉ等人［２０］定义了一类
“确定子句”来对ＦＯＬ规则的形式进行约束．这里的
“确定”代表对于式（１）规则体中的每个文字Ｂｉ：若
Ｂｉ中存在一个变量Ｘ 从未在其之前的文字Ａ，

Ｂ１，…，Ｂｉ－１中出现，那么对Ｘ 来说，一旦Ａ，Ｂ１，…，

Ｂｉ－１中除Ｘ以外的变量取值确定，则Ｘ的取值也能
唯一确定．他们证明了对于符合某些简单概率分布、
不含函数符且无递归的ＦＯＬ确定子句集，可在多项
式时间内将其扩张为ＰＡＣ可学习的命题规则集．
若不对目标概念所服从的概率分布进行假设，

Ｄｅｒｏｓｋｉ等人［２１］证明不含函数符、无递归且每条规
则长度有限的一类ＦＯＬ规则集是ＰＡＣ可学习的．
但此时学习算法的时间复杂度关于目标概念中最大

规则的长度呈指数级增长．Ｃｏｈｅｎ［２２］进一步去掉了
该结论中对“非递归”的要求，但增加了一些额外假
设，例如每个ＦＯＬ变量在规则中的出现次数有限．
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虽然陆续有理论证明某些形式受约束的ＦＯＬ
规则集ＰＡＣ可学习，但 Ｋｉｅｔｚ［２３］证明，一般形式的

ＦＯＬ公式集不是ＰＡＣ可学习的．这是因为ＩＬＰ在搜
索Ｈ的过程中必须不停地检测它是否与Ｂ∪Ｅ冲突，
而对于形式不加约束的Ｂ和Ｅ，这是ＮＰ－ｈａｒｄ问题．
这些结果均说明ＦＯＬ规则学习在本质上比命

题规则学习更加困难．Ｃｏｈｅｎ与Ｐａｇｅ［７５］总结了ＩＬＰ
关于ＰＡＣ可学习性研究的大部分结论．他们指出，

ＦＯＬ模型远比命题规则复杂，所以不能仅以命题规
则学习的样例数与规则复杂度来衡量ＦＯＬ模型的
可学习性，而应当试图从ＦＯＬ模型本身的角度对可
学习性进行探索．

３　研究进展

第２节所介绍的基本ＩＬＰ方法有３个主要局
限：１）除了逆归结以外，其他实用性更强的ＩＬＰ方
法均无法直接实现谓词发明，并且对递归规则的学
习效率较低；２）受ＦＯＬ语言表达能力的限制，大部
分ＩＬＰ方法不能在数据带噪声的情况下进行学习；

３）由于ＩＬＰ的假设空间结构十分复杂，进行高效的
学习有相当的困难．
近年来，ＩＬＰ研究者们在这３个问题上均取得了

进展．其中以元解释学习（ｍｅｔａ－ｉｎｔｅｒｐｒｅｔｉｖｅ　ｌｅａｒｎｉｎｇ，

ＭＩＬ）［５０］为代表的二阶诱导方法较好地解决了谓词
发明和递归规则学习的问题；概率归纳逻辑程序
（ＰＩＬＰ）［３５］则对ＩＬＰ进行了概率扩展，使之能够应
对学习问题中的噪声；还有一些工作尝试在ＩＬＰ中
嵌入神经网络等可微构件［６５－６６］，利用梯度下降和误
差反向传播算法来加速ＩＬＰ学习．本节将对这些方
向中的代表性工作进行简要介绍．
３．１　二阶诱导推理
诱导推理（ａｂｄｕｃｔｉｖｅ　ｒｅａｓｏｎｉｎｇ）［７６］是在演绎和

归纳之外的另一种逻辑推理形式．它能根据背景知
识为已观测事实找到一种合理的原因作为解释，因
此也被称为“溯因”推理．例如，若背景知识中存在如
下３条ＦＯＬ规则：

１）出汗（Ｘ）　←觉得热（Ｘ），

２）觉得热（Ｘ）←天气热，

３）觉得热（Ｘ）←运动后（Ｘ）．
那么，在观测到“出汗（张三）”为ｔｒｕｅ时，根据

第１条规则便能诱导出唯一的原因：“觉得热（张
三）”．接下来，根据后２条规则我们可以进一步推测
出：要么现在天气热、要么张三刚刚运动完、要么此

二者均成立．可以看到，诱导推理是一种已知一般规
则（因果关系），从具体事实（关于某个对象的观测事
实）中推演出其他具体事实（发生在该对象身上的特
殊原因）的过程．
遗憾的是，ＩＬＰ的目标并不是获得关于某个概

念的具体事实，而是学习由一般规则组成的ＦＯＬ规
则集Ｈ．因此，上述ＦＯＬ诱导推理不能被直接用于

ＩＬＰ．为此，Ｉｎｏｕｅ等人［４９］提出了元诱导（ｍｅｔａ－ｌｅｖｅｌ
ａｂｄｕｃｔｉｏｎ）方法，试图使用二阶逻辑诱导来进行

ＦＯＬ归纳．
早在 ２００３ 年，Ｌｌｏｙｄ［７７］就曾指出高阶逻辑

（ｈｉｇｈｅｒ－ｏｒｄｅｒ　ｌｏｇｉｃ）语言［３］或许能更有效地形式化
并解决 ＦＯＬ 归纳问题．二阶逻辑（ｓｅｃｏｎｄ－ｏｒｄｅｒ
ｌｏｇｉｃ，ＳＯＬ）即是一种高阶逻辑，它可以对ＦＯＬ中
的谓词和函数进行量化，因此对于ＳＯＬ公式来说，

ＦＯＬ公式只是它的具体个例．比如对于ＳＯＬ规则：

Ｐ（Ｘ，Ｙ）←Ｑ（Ｘ，Ｚ）∧Ｒ（Ｚ，Ｙ）．
其中，Ｐ，Ｑ和Ｒ 均为ＳＯＬ变量，可被替换为任

意二元ＦＯＬ谓词．若将它们全部替换为“更好”，便
可得到关于“更好”关系的递归ＦＯＬ规则．元诱导学
习试图将ＳＯＬ规则作为背景知识Ｂ、将训练样例Ｅ
作为观测到的具体事实来进行诱导推理，最终得到
的便是具体的ＳＯＬ规则集合，即ＦＯＬ规则集Ｈ．
不过，元诱导学习并未实现真正意义上的ＳＯＬ

诱导．它需要将描述原始概念的ＦＯＬ谓词转化为逻
辑常量，并将背景知识中的ＳＯＬ规则转化为ＦＯＬ
规则，以将ＳＯＬ诱导表示为ＦＯＬ中的诱导问题进
行求解．最终还需将诱导得出的具体事实进行还原，
才能获得待求解的ＦＯＬ规则集Ｈ．

Ｍｕｇｇｌｅｔｏｎ等人［５０］提出的元解释学习（ｍｅｔａ－
ｉｎｔｅｒｐｒｅｔｉｖｅ　ｌｅａｒｎｉｎｇ，ＭＩＬ）在逻辑程序中实现了一
个可以解释ＳＯＬ规则的元解释器（ｍｅｔａ－ｉｎｔｅｒｐｒｅｔｅｒ），
真正实现了ＳＯＬ诱导推理．ＭＩＬ允许用户在Ｂ 中
定义一组被称为“元规则”（ｍｅｔａｒｕｌｅ）的ＳＯＬ公式

ＢＭＲ，并通过元解释器来对这些元规则进行ＳＯＬ中
的诱导推理．

ＭＩＬ的目标可以这样描述：给定背景知识Ｂ、
训练样例Ｅ和ＳＯＬ元规则ＢＭＲ，ＭＩＬ需要找到一
种ＳＯＬ变量替换θ将元规则的ＳＯＬ变量替换为关
于原始概念的ＦＯＬ谓词，以得到 ＦＯＬ规则（集）

ＢＭＲθ，使得ＢＭＲθ∪ＢＥ．换言之，ＭＩＬ通过令Ｈ＝
ＢＭＲθ将式（１）中对Ｈ 的搜索转化为对θ的搜索．
这种搜索是通过ＳＯＬ中的诱导推理完成的，

而诱导推理中的已观测事实是“Ｅ可证”．因此 ＭＩＬ

４４１ 计算机研究与发展　２０１９，５６（１）



需要在对Ｅ的证明过程中诱导出θ的取值．以表２
的任务为例，待证明的样例为“Ｅ＝更好（瓜２，瓜３）”，
设此时ＢＭＲ只包含一条元规则Ｒ≡Ｐ（Ｘ，Ｙ）←Ｑ（Ｘ，

Ｙ）．证明过程开始时，ＭＩＬ会将Ｒ的规则头与Ｅ 进
行合一，以表示Ｅ是可证明的结论，为此需采用变
量替换：

θ１＝｛Ｐ＝更好，Ｘ＝瓜２，Ｙ＝瓜３｝，
将其应用于ＢＭＲ中的元规则Ｒ，得到：

Ｒθ１＝（更好（瓜２，瓜３）←Ｑ（瓜２，瓜３））．
为了令证明成立，必须保证该规则体中的“Ｑ

（瓜２，瓜３）”赋值为ｔｒｕｅ．通过对表２中的事实进行
查询，可看出只需使用变量替换：

θ２＝｛Ｑ＝色泽更黑｝
即可令Ｂ∪Ｒθ１θ２Ｅ成立．保留θ１ 中的ＳＯＬ变量
替换可得θ′１＝｛Ｐ＝更好｝，最终令θ＝θ′１θ２ 即可得到
一个候选假设模型

Ｒθ＝（更好（Ｘ，Ｙ）←色泽更黑（Ｘ，Ｙ））．
显然，ＭＩＬ可看作一种以ＳＯＬ元规则为模板

进行的ＦＯＬ规则搜索．
由于ＳＯＬ变量能被替换为任意 ＦＯＬ谓词，

ＭＩＬ的规则搜索比基于ＦＯＬ归纳运算的ＩＬＰ更加
灵活：当元规则头和规则体中的ＳＯＬ变量被替换为
相同谓词时，便形成了递归规则；当元规则头被替换
为Ｂ中不存在的谓词时，便实现了谓词发明．
例如文献［５０］以楼梯的３Ｄ点云作为训练样

例，学会了关于楼梯概念的模型假设：

ｓｔａｉｒｃａｓｅ（Ｘ）←ｓ１（Ｘ）．
ｓｔａｉｒｃａｓｅ（［Ｘ，Ｙ，Ｚ｜Ｐｌａｎｅｓ］）←
　　　　 ｓ１（［Ｘ，Ｙ，Ｚ］）∧ｓｔａｉｒｃａｓｅ（［Ｚ｜Ｐｌａｎｅｓ］）．
ｓ１（［Ｘ，Ｙ，Ｚ］）←ｖｅｒｔｉｃａｌ（Ｘ，Ｚ）∧ｈｏｒｉｚｏｎｔａｌ（Ｚ，Ｙ）．
其中，（Ｘ，Ｚ），（Ｚ，Ｙ）和Ｐｌａｎｅｓ均为点云中的

平面；｛Ｘ，Ｙ，Ｚ｝为平面的边界；谓词ｖｅｒｔｉｃａｌ和
ｈｏｒｉｚｏｎｔａｌ分别表示平面的方向为垂直和水平，谓
词ｓｔａｉｒｃａｓｅ（Ｘ）表示平面序列Ｘ 是一段楼梯．该模
型中第２条规则即为递归规则，而ｓ１ 则是被发明的
谓词．经过解读可知ｓ１ 代表“一级台阶”，而第２条
规则表示“楼梯加上一级台阶依然是楼梯”．
显然，ＭＩＬ的假设空间结构依赖于元规则的选

取．若仅使用“Ｐ（Ｘ，Ｙ）←Ｑ（Ｘ，Ｙ）”作为元规则，那么
ＭＩＬ将永远无法学会形式为Ｐ（Ｘ，Ｙ）←Ｑ（Ｘ，Ｚ）∧
Ｒ（Ｚ，Ｙ）的ＦＯＬ规则．此外，由于 ＭＩＬ的诱导过程
中可以使用ＢＭＲ中的任意一条元规则作为模板，元
规则的总数会影响 ＭＩＬ的搜索效率．Ｃｒｏｐｐｅｒ与

Ｍｕｇｇｌｅｔｏｎ［７８－７９］研究了元规则选择对 ＭＩＬ假设空
间完备性的影响，证明ＢＭＲ只需包含２条元规则，其

假设空间即可包含所有通用图灵机可计算函数．但
对于一般的目标概念 Ｈ＊，ＭＩＬ通过这２条元规则
学得的模型Ｈ′只能保证在语义上与Ｈ ＊等价．而在
形式上，Ｈ′所包含的规则条数可能比Ｈ ＊多很多，

这往往要求 ＭＩＬ在对样例的证明过程中增加搜索
深度．因此仅仅减少元规则条数不一定能够提高

ＭＩＬ的学习效率．
３．２　概率扩展

３．２．１　概率逻辑程序
经典ＦＯＬ只能用于形式化“非真即假”的推理

过程．为了在ＦＯＬ中引入概率分布，需要对原始的

ＦＯＬ语义进行扩展———即允许逻辑事实依概率为
真．那么式（２）的学习问题可以重写为

ｍａｘ
Ｈ
Ｐ（Ｅ｜Ｂ∪Ｈ）． （４）

　　式（４）不再要求Ｈ 与训练样例Ｅ 绝对一致，仅
要求Ｈ 尽可能在对Ｅ 赋值的判断上少犯错误．
为了适应模型语义的变化，还需对式（１）中

ＦＯＬ规则的语法进行扩展．一般可以采用如下形式
的概率逻辑规则（ｐｒｏｂａｂｉｌｉｓｔｉｃ　ｌｏｇｉｃ　ｒｕｌｅｓ）：

ｐ∷Ａ←Ｂ１∧Ｂ２∧…∧Ｂｎ． （５）

　　其中，ｐ∈［０，１］为概率值．当ｎ＝０时，式（５）退
化为一个概率原子公式（ｐｒｏｂａｂｉｌｉｓｔｉｃ　ａｔｏｍ）ｐ∷Ａ，
当Ａ不含变量时它被称为概率事实（ｐｒｏｂａｂｉｌｉｓｔｉｃ
ｆａｃｔｓ），它表示Ａ是一个随机变量，且Ａ服从参数为

ｐ的二项分布．
由概率ＦＯＬ规则构成的逻辑程序被称为概率

逻辑程序［３２］，为了使用概率逻辑程序进行推理，必
须严格定义其上的概率分布形式．
ＦＯＬ系统的语义由领域内所有具体事实的赋
值决定，因此最直接的方法便是将概率分布定义在
这些具体事实上，这种定义方式被称为“分布语义”
（ｄｉｓｔｒｉｂｕｔｉｏｎ　ｓｅｍａｎｔｉｃｓ）［３４］．它将领域中所有具体
事实作为随机变量，并在其上定义联合概率分布．考
虑图２中的ＰＬＰ模型：

０．８∷根蒂更蜷（瓜１，瓜２）．
０．３∷敲声更闷（瓜１，瓜２）．
０．６∷色泽更黑（瓜１，瓜２）．

ｆａｌｓｅ←根蒂更蜷（Ｘ，Ｙ）∧根蒂更蜷（Ｙ，Ｘ）．
ｆａｌｓｅ←敲声更闷（Ｘ，Ｙ）∧敲声更闷（Ｙ，Ｘ）．
ｆａｌｓｅ←色泽更黑（Ｘ，Ｙ）∧色泽更黑（Ｙ，Ｘ）．
更好（Ｘ，Ｙ）←根蒂更蜷（Ｘ，Ｙ）∧敲声更闷（Ｘ，Ｙ）．
更好（Ｘ，Ｙ）←敲声更闷（Ｘ，Ｙ）∧色泽更黑（Ｘ，Ｙ）．

Ｆｉｇ．２　Ａｎ　ｅｘａｍｐｌｅ　ｏｆ　ｐｒｏｂａｂｉｌｉｓｔｉｃ　ｌｏｇｉｃ　ｐｒｏｇｒａｍ
图２　概率逻辑程序示例
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　　其中行１～３定义了３个带权的具体事实，它们是
该领域中分布的来源；其他几行为一般的ＦＯＬ规则．
若将ＰＬＰ中所有ＦＯＬ规则构成集合记为Ｒ，

所有概率事实的集合记为Ｆ．假设Ｆ中的概率事实
相互独立，Ｗ∈Ｆ是所有赋值为ｔｒｕｅ的概率事实，
那么Ｗ 出现的概率为

ＰＦ（Ｗ）＝∏
ｆｉ∈Ｗ
ｐｉ∏

ｆｉ∈Ｆ＼Ｗ

（１－ｐｉ）． （６）

例如，若Ｗ 仅包含图２中的前２个概率事实，那
么它出现的概率为ＰＦ（Ｗ）＝０．８×０．３×（１－０．６）＝
０．０９６．Ｗ 加上原有的ＦＯＬ规则集Ｒ即可得到一个
普通的一阶逻辑程序：

根蒂更蜷（瓜１，瓜２）．
敲声更闷（瓜１，瓜２）．

ｆａｌｓｅ←根蒂更蜷（Ｘ，Ｙ）∧根蒂更蜷（Ｙ，Ｘ）．

ｆａｌｓｅ←敲声更闷（Ｘ，Ｙ）∧敲声更闷（Ｙ，Ｘ）．
ｆａｌｓｅ←色泽更黑（Ｘ，Ｙ）∧色泽更黑（Ｙ，Ｘ）．
更好（Ｘ，Ｙ）←根蒂更蜷（Ｘ，Ｙ）∧敲声更闷（Ｘ，Ｙ）．
更好（Ｘ，Ｙ）←敲声更闷（Ｘ，Ｙ）∧色泽更黑（Ｘ，Ｙ）．
　　根据Ｗ 不同取值而产生的所有一阶逻辑程序
被称为“可能世界”（ｐｏｓｓｉｂｌｅ　ｗｏｒｌｄｓ）［８０］．在每个可
能世界的内部都可进行正常的ＦＯＬ推理．如此便可
以计算ＰＬＰ中任意原子公式Ａ为真的概率：

Ｐ（Ａ）＝ ∑
ＷＦ，Ｗ∪ＲＡ

ＰＦ（Ａ）． （７）

　　式（７）表示原子公式Ａ为真的概率等于所有蕴
涵Ａ 的可能世界的概率之和．以图２为例，除去互
斥事实后该领域的可能世界共有８个，其概率分布
如表４所示．通过计算可知，“更好（瓜１，瓜２）”为真
的概率是０．１４４＋０．０９６＋０．０３６＋０．０２４＝０．３．

Ｔａｂｌｅ　４　Ｐｏｓｓｉｂｌｅ　Ｗｏｒｌｄｓ　ｏｆ　ｔｈｅ　ＰＬＰ　ｉｎ　Ｆｉｇ．２
表４　ＰＬＰ（图２）的可能世界与概率分布

Ｐｏｓｓｉｂｌｅ　Ｗｏｒｌｄｓ 更好（瓜１，瓜２） Ｐｒｏｂａｂｉｌｉｔｙ

蜷（１，２）∧闷（１，２）∧黑（１，２） ｔｒｕｅ　 ０．８×０．３×０．６＝０．１４４

蜷（１，２）∧闷（１，２）∧瓙黑（１，２） ｔｒｕｅ　 ０．８×０．３×（１－０．６）＝０．０９６

蜷（１，２）∧瓙闷（１，２）∧黑（１，２） ｆａｌｓｅ　 ０．８×（１－０．３）×０．６＝０．３３６

蜷（１，２）∧瓙闷（１，２）∧瓙黑（１，２） ｆａｌｓｅ　 ０．８×（１－０．３）×（１－０．６）＝０．２２４

瓙蜷（１，２）∧闷（１，２）∧黑（１，２） ｔｒｕｅ （１－０．８）×０．３×０．６＝０．０３６

瓙蜷（１，２）∧闷（１，２）∧瓙黑（１，２） ｔｒｕｅ （１－０．８）×０．３×（１－０．６）＝０．０２４

瓙蜷（１，２）∧瓙闷（１，２）∧黑（１，２） ｆａｌｓｅ （１－０．８）×（１－０．３）×０．６＝０．０８４

瓙蜷（１，２）∧瓙闷（１，２）∧瓙黑（１，２） ｆａｌｓｅ （１－０．８）×（１－０．３）×（１－０．６）＝０．０５６

　　早期的ＰＬＰ语法不允许ＦＯＬ规则像式（５）那
样拥有自己的权重，实际上，使用概率事实（布尔随
机变量）加ＦＯＬ规则的ＰＬＰ的表达能力已经足够
强大，能够直观地定义基于布尔随机变量的贝叶斯
网、马尔可夫链和隐马尔可夫模型等常见概率模型．

Ｄａｎｔｓｉｎ［３２］在提出ＰＬＰ时便确定了“概率事实
加ＦＯＬ公式”的基础语法规则，但由于其语法过于
灵活，在ＰＬＰ上进行精确概率推断比较困难．为此，

Ｐｏｏｌｅ［３３］对ＰＬＰ语法进行了简化，并证明贝叶斯网
是这种ＰＬＰ的一个特例．Ｍｕｇｇｌｅｔｏｎ［３７］提出的随机
逻辑程序（ｓｔｏｃｈａｓｔｉｃ　ｌｏｇｉｃ　ｐｒｏｇｒａｍｓ）在ＰＬＰ中引
入了递归规则，能够通过采样来进行概率推断．由于
不断递归产生的具体事实概率值呈指数级减小，因
此ＳＬＰ的概率推断可以保证有界．随后Ｐｏｏｌｅ［３８］和
Ｖｅｎｎｅｋｅｎｓ［４０］在ＰＬＰ中引入了带权规则，进一步扩
展了ＰＬＰ的语法，使其有能力表达多值概率分布．

Ｄｅ　Ｒａｅｄｔ等人提出的ＰｒｏｂＬｏｇ［４１］是现在应用

最广泛的ＰＬＰ系统．它集成了许多成熟的ＰＬＰ语
法，并进一步优化了ＰＬＰ概率推断的效率．它通过
将ＰＬＰ编译为二元决策图（ｂｉｎａｒｙ　ｄｅｃｉｓｉｏｎ　ｄｉａｇｒａｍｓ，

ＢＤＤ）［８１］来将ＰＬＰ的概率推断转化为一种可满足
性（ＳＡＴ）问题，然后使用带权模型计数（ｗｅｉｇｈｔｅｄ
ｍｏｄｅｌ　ｃｏｕｎｔｉｎｇ，ＷＭＣ）来实现高效的ＰＬＰ推理．
最新的版本ＰｒｏｂＬｏｇ２［８２］将基于ＢＤＤ的 ＷＭＣ改
进为基于ｄ－ＤＮＮＦ（ｄｅｔｅｒｍｉｎｉｓｔｉｃ　ｄｅｃｏｍｐｏｓａｂｌｅ　ｎｅｇａ－
ｔｉｏｎ　ｎｏｒｍａｌ　ｆｏｒｍ）［８３］的 ＷＭＣ，进一步提高了推理
效率．
近年来，针对不同的应用领域，研究者们依旧不

断地提出新的ＰＬＰ系统．例如与贝叶斯网相结合的

ＣＬＰ（ＢＮ）［３９］、与ＡＳＰ（ａｎｓｗｅｒ　ｓｅｔ　ｐｒｏｇｒａｍｍｉｎｇ）相
结合的Ｐ－Ｌｏｇ［４２］、与因果推断相结合的ＣＰ－ｌｏｇｉｃ［４３］、
为信息检索设计的ＰＲＯＰＰＲ［５５］等．它们大多仍使用
分布语义对ＰＬＰ进行建模，仅在做概率推断时有一
定区别．有兴趣的读者可参阅相关文献［４６，８４］．
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３．２．２　概率归纳逻辑程序
概率归纳逻辑程序（ＰＩＬＰ）［４６］是以ＰＬＰ为模型

的机器学习方法，其任务为找到满足式（４）的假设模
型Ｈ．为便于讨论，令其中的Ｈ＝（Γ；Θ），这里的Γ
表示假设模型中的ＦＯＬ规则结构，Θ代表所有概率
规则和事实的参数．在无歧义的情况下，可以省略式
中的背景知识Ｂ，将式（４）重写为

ｍａｘ
Γ，Θ
Ｐ（Ｅ｜Γ，Θ）． （８）

虽然ＰＩＬＰ使用的数据形式上还是逻辑事实构
成的集合，但由于引入了概率分布，其本质是关于随
机变量的采样．因此ＰＩＬＰ中的样例一般被写为Ｄ＝
｛Ｅ１＝ｅ１，Ｅ２＝ｅ２，…，ＥＭ＝ｅＭ｝，其中的Ｅｍ 表示第ｍ
次采样的随机变量（具体事实）集合，ｅｍ 表示本次采
样的结果，即Ｅｍ 中所有具体事实的赋值．为了能够
用Ｄ来对模型进行估计，一般假设这些采样结果服
从独立同分布．于是，式（８）中的后验概率可以写成：

Ｐ（Ｄ｜Γ，Θ）＝∏
Ｍ

ｍ＝１
Ｐ（Ｅｍ ＝ｅｍ｜Γ，Θ）． （９）

ＰＩＬＰ学习的目标即为最大化似然函数Ｌ（Γ，

Θ｜Ｄ）＝Ｐ（Ｄ｜Γ，Θ）．通常采用对数似然函数，那么

ＰＩＬＰ最终被形式化为

ｍａｘ
Γ，Θ∑

Ｍ

ｍ＝１
ｌｎＰ（Ｅｍ ＝ｅｍ｜Γ，Θ）． （１０）

若Γ已知，则ＰＩＬＰ退化为参数估计问题：

ｍａｘ
Θ ∑

Ｍ

ｍ＝１
ｌｎＰΓ（Ｅｍ ＝ｅｍ｜Θ）， （１１）

其中，ＰΓ 是结构为Γ 的概率逻辑模型的分布函数，
对基于分布语义的ＰＬＰ，ＰΓ 就是式（７）中的Ｐ．
当Ｅｍ 为模型中所有随机变量———即领域中全

部具体事实时，ＰＩＬＰ的参数学习问题可以直接使用
极大似然估计［１］解决．例如Ｃｕｓｓｅｎｓ［４５］提出的ＦＡＭ
（ｆａｉｌｕｒｅ－ａｄｊｕｓｔｅｄ　ｍａｘｉｍｉｚａｔｉｏｎ）和ＰｒｏｂＬｏｇ［４１］使用
的ＬＦＩ－ＰｒｏｂＬｏｇ［５１］等．
然而在大部分应用中，训练数据仅包含模型中

一部分具体事实的赋值．这种情况相当于参数估计
时存在隐变量．记模型第ｉ组样例中的隐变量为

Ｘｉ，则式（１１）的目标可以重写为

ｍａｘ
Θ ∑

Ｍ

ｍ＝１
ｌｎ∑
ｘｍ∈χｍ

ＰΓ （Ｅｍ＝ｅｍ，Ｘｍ＝ｘｍ｜Θ），（１２）

其中χｍ 为Ｘｍ 所有可能赋值的集合，式（１２）表示在
隐变量Ｘｍ 的期望下对Θ进行最大似然估计．此类
问题可以使用ＥＭ 算法进行求解［１］．Ｓａｔｏ［３６］提出的

ＰＲＩＳＭ是最早提出使用ＥＭ 进行参数估计的ＰＬＰ
系统之一，而 ＰｒｏｂＬｏｇ所采用的 ＬＦＩ－ＰｒｏｂＬｏｇ［５１］

同样可以通过ＥＭ 进行参数估计．此外，有些ＰＩＬＰ
算法还可以利用 ＦＯＬ 模型的特性对 ＥＭ 进行
加速［５３］．
当Γ未知时，ＰＩＬＰ需要同时学习规则结构和

模型参数，大部分算法选择交替地对它们进行学习．
Ｍｕｇｇｌｅｔｏｎ［４４］提出的ＳＬＰ学习是最早实现结

构学习的ＰＩＬＰ方法之一．它首先收集训练数据Ｄ
中所有出现过的具体事实Ｅ ＝∪

ｍ
｛Ｅｍ｝，然后利用

Ｐｒｏｇｏｌ［１６］学习一个满足式（２）的ＦＯＬ规则集 Ｈ 作
为Γ，再使用极大似然估计来学习Θ并删去无用的
规则．为了保证尽量不漏掉最优的假设模型，ＳＬＰ
第１步的ＩＬＰ会输出大量ＦＯＬ规则，但往往它们中
的很大一部分并非必需．此外，一旦ＩＬＰ输出的模
型中包含递归规则，ＳＬＰ基于采样实现的参数估计
效率会变得很低．

Ｄｅ　Ｒａｅｄｔ等人［４６］提出的ＰＬＰ模型压缩方法试
图通过贪心算法来逐条删除ＰＬＰ中的规则，并确保
每次删除规则后得到的ＰＬＰ关于训练数据集的似
然值最大．该方法虽能对ＰＬＰ模型结构进行修改，
但难以从数据中学习新规则．
Ｂｅｌｌｏｄｉ和Ｒｉｇｕｚｚｉ［５４］提出的ＳＬＩＰＣＡＳＥ通过ＩＬＰ
的规则精化［１８］来生成候选Γ，并采用ＥＭＢＬＥＭ［５３］

算法来学习模型参数．Ｂｅｌｌｏｄｉ和 Ｒｉｇｕｚｚｉ［５８］提出的

ＳＬＩＰＣＯＶＥＲ算法则通过演化计算来改进ＳＬＩＰＣＡＳＥ
中基于规则精化的结构搜索，可有效地缩小搜索
空间．
戴望州和周志华［５６］提出的 ＳＵＬ（ｓｔａｔｉｓｔｉｃａｌ

ｕｎｆｏｌｄｅｄ　ｌｅａｒｎｉｎｇ）试图将ＩＬＰ中的命题化［６８］方法
扩展至ＰＩＬＰ．它首先将训练数据表示为一个超图，
然后通过关系型路径查找［８５］来构建关系型特征并

对数据集进行命题化．接下来，ＳＵＬ采用统计模型
在命题化后的数据集上进行学习，最终将模型转化
为概率逻辑规则集．与其他ＰＩＬＰ方法相比，ＳＵＬ能
够以较高的效率同时学习规则结构与参数．此外，

ＳＵＬ还实现了ＰＩＬＰ中的谓词发明．
３．３　可微构件嵌入
在决策树等模型中嵌入神经网络这样的可微构

件早有研究［８６］．在ＩＬＰ中嵌入可微构件的策略目前
有２种：１）使用线性运算和神经网络来替代逻辑
运算，并对ＦＯＬ系统中的真值进行连续放松；２）将
规则结构搜索中的组合优化转换为参数空间中的连

续优化．与ＩＬＰ和ＰＩＬＰ相比，可微构件的嵌入进一
步提升了学习效率，并允许模型拥有更大的数据吞
吐量．
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Ｒｏｃｋｔｓｃｈｅｌ与 Ｒｉｅｄｅｌ［６５］提出的ｎｅｕｒａｌ　ｔｈｅｏｒｅｍ
ｐｒｏｖｅｒ（ＮＴＰ）方法采用了第１种策略．它保留了逻
辑程序中的后向链（ｂａｃｋｗａｒｄ　ｃｈａｉｎｉｎｇ）推理，并使
用神经网络来代替推理中用到合一等运算．后向链
是逻辑程序中一种对原子公式进行证明的方式，

ＭＩＬ［５０］的元解释器便借鉴了其思想．对于一条ＦＯＬ
规则ａ（Ｘ，Ｙ）←ｂ（Ｘ，Ｙ）∧ｃ（Ｘ，Ｙ），当用户查询目
标概念具体事实ａ（１，２）的赋值时，它会首先被用
来与规则头ａ（１，２）进行合一，得到变量替换θ＝
｛Ｘ＝１，Ｙ＝２｝；再将规则体中的原子经过θ替换可
得ｂ（１，２）∧ｃ（１，２）．后向链递归地证明这２个原子，
若它们均为ｔｒｕｅ，那么对该规则的证明成功，得到

ａ（１，２）的赋值为ｔｒｕｅ．
ＮＴＰ将证明过程中使用的合一运算转变为神

经网络ｕｎｉｆｙσ（Ａ，Ｂ，Ｓ）＝Ｓ′，其中Ａ与Ｂ 为待合一
的２个原子，每个原子ｐ（ｅ１，ｅ２，…，ｅｍ）被表示为一
个ｋ（ｍ＋１）维向量（σ（ｐ），σ（ｅ１），…，σ（ｅｍ）），其中

σ（Ｘ）表示符号Ｘ 的嵌入形式，ｋ是其长度；Ｓ与Ｓ′
分别为合一之前与之后的证明状态，它包含一个集
合Ｓ 和一个标量Ｓψ∈［０，１］．前者用于存储目前为
止所有使用过的变量替换θ，后者代表目前状态下
合一成功的可能性．σ为 ＮＴＰ网络的所有参数，它
包含所有逻辑符号（谓词及常量）的嵌入以及所有
ｕｎｉｆｙσ（Ａ，Ｂ，Ｓ）网络的参数．Ａ 与Ｂ 的合一可能涉
及到多种情况，ＮＴＰ分别对它们进行了定义．例如
若Ａ＝ｅ１ 和Ｂ＝ｅ２ 均为逻辑常量时，则ｕｎｉｆｙσ 会直
接输出其嵌入的相似度；若Ａ是变量时，则Ｂ被直
接赋值为σ（Ａ）．
此外，为了应对后向链证明过程中遇到逻辑连

接词，ＮＴＰ网络还分别定义了ＡＮＤ分支与ＯＲ分
支，来将证明中所有用到的ｕｎｉｆｙσ 网络按照后向链
的分支结构进行连接．一旦给定了背景知识Ｂ、待证
明的原子公式ｈ与后向链的最大递归深度ｄ，ＮＴＰ
即可编译出一个结构固定的神经网络ｎｔｐＢσ（ｈ，ｄ）．
ＮＴＰ通过优化该网络在训练样例Ｅ＝｛?ｅ，ｙ?｜ｙ∈
｛０，１｝｝上的负对数似然来对参数σ进行学习．

ＮＴＰ的ＦＯＬ规则结构学习可通过使用ＳＯＬ
元规则实现．例如，可以将一条谓词符号未知的
ＳＯＬ规则γ≡Ｐ（Ｘ，Ｙ）←Ｑ（Ｘ，Ｙ）加入背景知识用
来编译ＮＴＰ网络ｎｔｐＢ∪γσ （ｈ，ｄ）．通过 ＮＴＰ的参数
学习能得到未知谓词Ｐ 和Ｑ 的嵌入向量σ（Ｐ）与

σ（Ｑ）．然后，只需在已知谓词中找到与σ（Ｐ）与σ（Ｑ）
最相似的嵌入即可将γ还原成ＦＯＬ规则．若未知谓
词的嵌入与所有已知谓词均差别很大，则可将其作
为新发明的谓词保留下来．

ＮＴＰ与早年ＫＢＡＮＮ［８７］的思想相似，使用逻辑
规则描述的领域知识来初始化神经网络并进行学

习．ＮＴＰ虽然用神经网络替代了一部分ＦＯＬ演算，
但在结构上保留了逻辑程序的推理过程，因此它比
一般的神经网络拥有更好的可理解性．其局限在于
初始化ｎｔｐＢσ 网络结构时必须将后向链中所有的证
明分支全部展开以构建网络结构，当背景知识中的

ＦＯＬ规则较多、较复杂时，ＮＴＰ的网络结构会变得
十分庞大，而这其中许多分支可能是无效的．尤其是
在进行ＦＯＬ规则结构学习时，ＳＯＬ规则会在后向
链展开过程中不断进行递归，直至到达最大深度ｄ．
因此ＮＴＰ的效率并不高．此外，它的结构一旦固定
就无法再对领域中添加新的规则或常量．

Ｅｖａｎｓ和Ｇｒｅｆｅｎｓｔｅｔｔｅ［６６］提出的ＩＬＰ则主要采
用了第２种策略．它首先将所有可能的候选假设模
型提前构建出来；然后为每个候选模型设置一个权
重；最终根据训练样例对权重进行优化，筛选出权重
最高的模型作为输出．
为了限制候选模型的数量，ＩＬＰ规定对每个目

标概念ｐ只能学习一个由２条ＦＯＬ规则组成的假
设模型，其中每条ＦＯＬ规则都依照一条ＳＯＬ元规
则［５０］为模板而生成．它将式（２）中的ＩＬＰ学习目标
改写为优化问题：

ｍａｘ
Θｐ
Ｐ（Ｂ∪ｃｌ（Π）∪Θｐ Ｅ）， （１３）

其中，Ｐ（Ｘ）表示Ｘ成立的概率，Ｂ为背景知识，Π＝
｛τ１ｐ，τ２ｐ｝是由２条ＳＯＬ元规则τｉｐ 组成的模板规则
集，ｃｌ（Π）为所有依照模板Π生成的候选模型，Θｐ 是
一个大小为｜ｃｌ（τ１ｐ）｜×｜ｃｌ（τ２ｐ）｜的矩阵，Θｊ，ｋｐ 越接近
于１表示目标概念ｐ越可能由｛τ１，ｊｐ ，τ２，ｋｐ ｝两条规则
组成，这里的τｉ，ｊｐ 表示依照第ｉ条元规则生成的第ｊ
条ＦＯＬ候选规则．
为了求解该目标，ＩＬＰ也采用策略１将ＦＯＬ

中的赋值放松为［０，１］区间内的连续值，并定义关于

Θｐ 的负对数似然函数：

Ｌ（Θｐ）＝－∑
ｅ，ｙ∈Ｅ

［ｙｌｎ　Ｐ（ｅ｜Θｐ，Π，Ｂ，Ｔ）＋

（１－ｙ）ｌｎ（１－Ｐ（ｅ｜Θｐ，Π，Ｂ，Ｔ））］，
其中ｅ和ｙ分别为训练样例及其标记；Ｐ（ｅ｜Θｐ，Π，

Ｂ，Ｔ）表示当（Θｐ，Π，Ｂ）确定时，经过Ｔ 步演绎后ｅ
赋值为ｔｒｕｅ的可能性．
为了优化该目标函数，ＩＬＰ需要将ｐ（ｅ｜Θｐ，Π，

Ｂ，Ｔ）中的ＦＯＬ演算转化为连续可微的函数运算．
它将候选假设模型中的每条ＦＯＬ公式Ｒ转化为一
个可微函数ＦＲ：［０，１］ｎ｜→ ［０，１］ｎ，这里的ｎ为领域
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中所有具体事实的个数，因此ＦＲ 的定义域和值域
均为领域中全体具体事实的赋值．
ＩＬＰ关于目标概念ｐ的候选假设模型只包含

２条ＦＯＬ规则｛τ１，ｊｐ ，τ２，ｋｐ ｝，故可定义该模型对领域内
全体事实赋值ａ作用一次后的结果为Ｇｊ，ｋ（ａ）＝ｘ，
其中ｘ每一维的取值：

ｘ［ａ］＝ｍａｘ（Ｆｊ（ａ［ｉ］），Ｆｋ（ａ［ｉ］））．
开始进行ＦＯＬ推理时，ＩＬＰ将背景知识Ｂ中

所有事实的赋值初始状态作为ａ０，即对所有出现在

Ｂ中的具体事实ｃ有ａ０［ｃ］＝１，否则ａ０［ｃ］＝０．然
后，ＩＬＰ将所有可能的候选模型根据权重矩阵Θｊ，ｋｐ
一起作用于时刻ｔ的领域状态ａｔ，以得到该时刻的
输出ｂｔ：

ｂｔ ＝∑
ｊ，ｋ
Ｇｊ，ｋ（ａｔ） ｅｘｐ（Θｊ，ｋｐ ）

∑
ｊ′，ｋ′
ｅｘｐ（Θｊ′，ｋ′ｐ ）

，

其中，等号右侧的分式代表模型｛τ１，ｊｐ ，τ２，ｋｐ ｝在全体候
选模型中所占比重．理论上，下一时刻的赋值ａｔ＋１应
当为ａｔ∪ｂｔ，但为了保持整个过程可微，ＩＬＰ将其
放松为ａｔ＋１＝ａｔ＋ｂｔ－ａｔｂｔ．
ＩＬＰ虽然是一种可微分模型，但它几乎完全保
留了ＦＯＬ规则的形式．与ＰＬＰ的分布语义类似，它
的ＦＯＬ语义直接建立在领域中全体具体逻辑事实
的赋值上．在许多不带噪声的ＩＬＰ任务中，ＩＬＰ的
学习效果甚至可以与 ＭＩＬ［５０］相媲美；而当数据中存
在噪声时，它依然能够学到有效的ＦＯＬ规则．其局
限在于假设模型的形式不够灵活．当目标概念难以
仅用２条规则描述时，用户必须将其分解为２个甚
至更多待学习谓词，并为它们一一设定元规则作为
模板．此外，ＩＬＰ在进行参数学习之前必须枚举所
有的候选模型，并将其全部用于ＦＯＬ推理．事实上，

绝大部分候选模型可能是无效、甚至矛盾的，因此

ＩＬＰ可能将大量计算资源浪费在无效模型的推断中．
一方面，嵌入可微构件的ＩＬＰ能够有效地利用

ＧＰＵ等并行计算设备，在一些仅需简单逻辑推理的
关系型学习任务中实现高效学习；但另一方面，它们
加入了大量约束来对ＩＬＰ模型的形式进行简化，无
法保证待学习的目标概念仍然存在于假设空间中．

４　应　　用

ＩＬＰ在早期一般被应用于生物、化学和制药等
领域．Ｇｏｌｅｍ 曾被应用到蛋白质结构预测［２７］任务
中，并取得了比神经网络更好的效果；Ｐｒｏｇｏｌ被应

用于生物医药研究上，并辅助科学家们发现了重要
的生物诱变剂［２９］；基于诱导推理的ＩＬＰ则被用于学
习生物的新陈代谢规律［８８］．
除了经典ＩＬＰ系统之外，ＰＩＬＰ也在许多任务

中得到应用．例如，自然语言是一种结构性强但形式
很灵活的数据．ＰＩＬＰ既可以有效地引入语法等背景
知识，又能从概率上对其不确定性进行建模，因此已
被应用于自然语言处理［６０］．
ＩＬＰ也影响了其他机器学习领域的研究．例如
在统计关系学习 （ｓｔａｔｉｓｔｉｃａｌ　ｒｅｌａｔｉｏｎａｌ　ｌｅａｒｎｉｎｇ，

ＳＲＬ）［８９］中，ＩＬＰ常被用于对ＳＲＬ模型结构进行初
始化［９０］．而在概率图模型中，ＰｒｏｂＬｏｇ可以作为一
种效率非常高的概率推断引擎来对图模型上的推理

和学习进行加速［４１］．
得益于ＦＯＬ语言强大的表达能力，ＩＬＰ能用于

辅助科学发现．例如生态学中的一个重要问题是从
生物数量的变化判断物种之间的捕食关系．因为收
集到的数据量十分庞大，若由科学家来对它们一一
进行检验则需要消耗很长时间．并且物种间的捕食
关系可能十分复杂，一个物种的数量往往受十几种
其他物种的影响．生态学家们拥有大量复杂的领域
知识，能通过ＦＯＬ语言进行表达．Ｂｏｈａｎ等人［９１］将

ＭＩＬ应用于该问题，不仅实现了数据驱动的食物网
自动构建，还通过 ＭＩＬ自动发明的谓词，辅助科学
家们发现了许多新的现象．
由于ＩＬＰ学得的模型具有良好的解释性，用户

可以更好地加以利用．例如Ｐｒｏｇｏｌ曾被应用于一个
叫“机器人科学家”（ｒｏｂｏｔ　ｓｃｉｅｎｔｉｓｔ）的项目中．每当

ＩＬＰ从实验数据中学得一个模型，生物学家们便对
它发现的ＦＯＬ规则进行深入分析，然后根据这些分
析结果来设计新的实验．这种模式将人类的科学发
现与机器学习组成一个闭环：人类知识被用于设计
科学实验；实验结果最终成为机器学习的数据来源；
从数据中学得的模型最终被用于更新人类的知识并

设计下一步实验．该计划运用这种模式成功发现了
带有重要功能的基因片段［３０－３１］．
上述应用中所使用的均为关系型数据．而

Ｍｕｇｇｌｅｔｏｎ等人［９２－９３］提出的Ｌｏｇｉｃａｌ　Ｖｉｓｉｏｎ则试图
将ＩＬＰ直接应用于像素表示的图像数据以进行视
觉概念学习．该方法用其他学习模型来探测图像中
分隔主物件与背景的“边界点”，同时结合ＦＯＬ表达
的几何概念作为背景知识，通过ＩＬＰ学习更复杂的
视觉概念．Ｌｏｇｉｃａｌ　Ｖｉｓｉｏｎ采用了认知科学中的“假
设－检验”模型，试图在符号表示的抽象概念学习与
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原始数据感知之间架起桥梁．借助领域知识，Ｌｏｇｉｃａｌ
Ｖｉｓｉｏｎ甚至可以学会预测未出现在图像中的物
体［９２］．例如，基于简单的光学常识，该方法仅从一幅
图片中即可学会判断图像外光源的位置．更有趣的
是，得益于ＦＯＬ强大的表达能力，Ｌｏｇｉｃａｌ　Ｖｉｓｉｏｎ在
光源学习任务中得到的ＦＯＬ规则还能够从图像中
解读出关于反射面凹凸形状的歧义，并通过对不同
光源位置进行假设来解释这种歧义．这在目前其他
形式的机器学习中很难实现．

５　讨论与展望

与其他类型的机器学习技术相比，ＩＬＰ有其自
身的优势．
１）使用ＦＯＬ作为表达语言的ＩＬＰ拥有强大的
表达能力和推理能力，便于对复杂结构的领域知识
进行处理和利用．
２）ＦＯＬ规则有良好的可理解性．每条ＦＯＬ规
则均遵循“若Ｘ 成立，则Ｙ 成立”这样的简单模式，
且其中的谓词、函数符号大多取自于背景知识中的
原始概念，所以学得的模型有良好的语义．
３）ＦＯＬ规则有着良好的可重用性．由于背景
知识和假设模型均为ＦＯＬ规则集，ＩＬＰ学得的模型
可以作为背景知识被直接应用在其他ＩＬＰ任务中．
例如，戴望州等人［９３］提出的Ｌｏｇｉｃａｌ　Ｖｉｓｉｏｎ便将学
习“三角形”概念所得到的ＦＯＬ规则集作为背景知
识重用于“直角三角形”的概念学习任务中．依照这
种模式，ＩＬＰ可以实现从简单到复杂任务的分阶段
学习［９４］，并不断将学得的模型进行重用，这为实现
“学件”［９５］等构想提供了便利．
但另一方面，ＩＬＰ技术本身还存在很多局限，很

多问题有待解决．
１）由于ＦＯＬ规则的形式和结构是离散的，其
假设空间十分复杂．为了提高学习效率，ＰＩＬＰ与可
微构件的嵌入在一定程度上对ＦＯＬ模型的语义和
语法做出了放松．但是，对ＦＯＬ语义的放松导致难
以区别错误规则和领域噪声造成的规则冲突，甚至
无法保证放松后的假设空间仍包含目标概念．此外，
机器学习任务不仅面临着日益增长的数据量，还面
临着越来越庞大的领域知识．例如，ＷｏｒｄＮｅｔ［９６］作
为自然语言处理中最常用的领域知识库之一，它拥
有的词汇量与二元具体事实的数量已分别超过

１５０　０００条与２００　０００个．现有的ＩＬＰ方法很难对如
此庞大的背景知识加以利用．

２）目前的ＩＬＰ不能进行非单调学习．只能不断
地学习与背景知识不发生冲突的新规则．这使得它
们十分依赖于背景知识的正确性，然而现实机器学
习任务中往往很难确保背景知识的正确性．
３）几乎所有的ＩＬＰ方法都只能从逻辑符号表
示的数据中进行学习［９７］．但现实机器学习任务中往
往涉及到很多非符号类型数据，例如像素构成的图
像、波形组成的音频等．此外，ＩＬＰ任务中的原始概
念及具体事实通常需由领域专家从原始数据中标注

而来，这往往需要消耗大量成本．
对上述问题目前已经有一些探索．例如，在工程

上可以尝试采用分布式计算来提高ＩＬＰ的搜索效
率［９８］．而在理论上，限制ＩＬＰ效率的瓶颈主要在于
ＦＯＬ对模型完备性和一致性的要求．对这２个要求
该如何放松，放松至何种程度，放松的过程中如何保
证学习的效率，均是值得解决的问题．
对非单调学习问题，一种可行的方式是为ＩＬＰ

引入非单调推理模型，例如信念修正中的 ＡＧＭ 模
型［９９］等．对于ＰＩＬＰ来说，该问题则更加复杂，由于
它允许数据集中出现噪声，学习系统还必须能够区
分由数据噪声和错误规则导致的冲突．
对如何从原始数据中自动抽取符号表示，在

ＩＬＰ中嵌入可微构件是一种探索，例如 Ｅｖａｎｓ和
Ｇｒｅｆｅｎｓｔｅｔｔｅ［６６］提出的ＩＬＰ即可接入预训练的卷积
神经网络，从手写数字图像中学习大小与关系．戴望
州等人［１００］提出的诱导学习（ａｂｄｕｃｔｉｖｅ　ｌｅａｒｎｉｎｇ）则将
ＦＯＬ诱导推理与深度学习相结合，实现了逻辑模型
和深度学习模型的同时训练．其他机制尚有待探索．
此外，ＩＬＰ良好的可理解性或可对其他形式的

机器学习方法产生一定启发．目前在该方向中的探
索可大致分为２类：１）将ＩＬＰ作为独立的部件与其
他机器学习方法相结合；２）将ＩＬＰ所使用的ＦＯＬ
演算嵌入机器学习过程．例如，戴望州和周志华［１０１］

采用第１种策略，试图通过诱导推理来约束统计机
器学习．Ｓｏｃｈｅｒ等人［１０２］提出的ＮＴＮ（ｎｅｕｒａｌ　ｔｅｎｓｏｒ
ｎｅｔｗｏｒｋ）以及Ｃｏｈｅｎ［１０３］提出的ＴｅｎｓｏｒＬｏｇ则采用
第２种策略，将ＦＯＬ演算表示为张量运算嵌入深度
神经网络．第１种策略有助于保持ＦＯＬ的表达能
力，但是将ＦＯＬ演算与机器学习分离为２个相对独
立的过程；第２种策略便于引入“端到端学习”，但是
一定程度上损失了ＦＯＬ的表达能力．
总的来看，作为一个已经发展了３０年的机器学

习分支方向，ＩＬＰ已经取得了很多的进展和成果．尤
其在人们对机器学习的可理解性愈来愈关注的今

天，ＩＬＰ的研究可能值得更多研究者关注和参与．

０５１ 计算机研究与发展　２０１９，５６（１）
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